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1. %3(%-
La inteligencia artificial generativa (IA) está transformando la 
enseñanza del diseño, especialmente en las tareas iniciales del 
proceso proyectual, como la ideación, la programación y los aná-
lisis del entorno. En los programas de arquitectura y diseño de 
interiores, las herramientas basadas en IA pueden ayudar a los 
estudiantes a generar escenarios alternativos, organizar la infor-
mación de los proyectos, comparar opciones y visualizar retro-
alimentación relacionada con el rendimiento. Sin embargo, el 
valor educativo de estas herramientas no depende únicamente 
de su eficiencia, sino también de cómo se guíe a los estudiantes 
para interpretar, verificar y revisar los resultados asistidos por IA. 
A medida que los programas de diseño se adaptan a estos cam-
bios, los docentes deben integrar la IA sin descuidar las expec-
tativas profesionales y pedagógicas de la formación acreditada 
en diseño, lo que implica prestar atención a la experiencia hu-
mana, el rendimiento ambiental, la responsabilidad, el contexto 
y el juicio crítico (Buolamwini, 2024; CIDA, 2024; NAAB, 2025).

 Un reto fundamental en la enseñanza del diseño con IA inte-
grada no es si los estudiantes utilizan la IA generativa, sino si la 
abordan críticamente. Un texto fluido, sugerencias de progra-
ma plausibles y opciones de diseño optimizadas pueden parecer 
fiables, lo que lleva a los estudiantes a tratar los resultados de 
la IA como atajos en lugar de como material para la indagación. 
Desde el punto de vista pedagógico, este riesgo es significativo, 
ya que el aprendizaje activo depende de la comparación, la co-
rrección y la justificación. Cuando los estudiantes aceptan los 
resultados generados por IA sin examinar sus supuestos o limi-
taciones, pueden perder oportunidades para desarrollar la com-
prensión disciplinaria, supervisar sus propios conocimientos e 
identificar lo que aún requiere verificación. Investigaciones re-
cientes sugieren que el apoyo metacognitivo es necesario para 
mantener el aprendizaje autorregulado y que la capacidad de 
acción de los estudiantes debe protegerse cuando los sistemas 
de IA facilitan o automatizan las tareas de aprendizaje (Darvishi 
et al., 2024; Xu et al., 2025).

Esta cuestión se complica aún más en los flujos de trabajo de 
diseño, donde el apoyo de la IA suele operar a través de diferen-
tes modos de razonamiento. Las herramientas basadas en el len-
guaje pueden ayudar en la interpretación de las necesidades del 

cliente, el desarrollo de perfiles de usuario y la redacción pro-
gramática, mientras que las herramientas basadas en simulación 
pueden facilitar la exploración geométrica y la optimización del 
rendimiento ambiental. Sin embargo, ninguno de estos dos ti-
pos de resultados genera automáticamente un juicio de diseño 
coherente. Los estudiantes deben evaluar si la información ge-
nerada por IA es relevante, incompleta, sesgada, técnicamente 
inexacta o incoherente con el contexto del proyecto. Por tanto, 
la alfabetización en IA implica algo más que una formulación 
eficaz de las instrucciones: requiere que los estudiantes eva-
lúen el grado de confianza, reconozcan los límites de los resul-
tados generados por IA y los adapten a criterios disciplinarios y 
específicos del proyecto (Ehsan et al., 2024; Knoth et al., 2024; 
Liao et al., 2020).

En este contexto, el presente estudio plantea la siguiente 
pregunta: ¿Cómo validan, revisan y justifican los estudiantes 
de programas acreditados de formación en diseño los resulta-
dos asistidos por IA en flujos de trabajo lingüísticos y geomé-
tricos de diseño? Una pregunta de investigación secundaria es: 
¿De qué manera el marco de Informática Lingüística y Síntesis 
Geométrica (LIGS) puede contribuir a comparar las formas de jui-
cio, la conciencia metacognitiva y la responsabilidad en la toma 
de decisiones que surgen en estos flujos de trabajo?

En respuesta a estas preguntas de investigación, el presente 
estudio analiza dos casos pedagógicos: un flujo de trabajo de texto 
a programa en un curso de arquitectura de interiores acreditado 
por la CIDA (Caso A) y un flujo de trabajo de volumetría basa-
do en datos en un curso de arquitectura acreditado por la NAAB 
(Caso B). En lugar de evaluar la precisión técnica de los sistemas 
de IA en general, este estudio examina cómo los flujos de tra-
bajo asistidos por IA estructuran el juicio de los estudiantes, la 
calibración de la confianza y la selección crítica en las primeras 
fases del aprendizaje del diseño. A partir de las reflexiones de los 
estudiantes, los borradores de programas generados por IA, las 
matrices de adyacencia revisadas y los resultados de rendimien-
to ambiental, este estudio utiliza el marco LIGS para comparar 
cómo los estudiantes validan, revisan y justifican las decisiones 
asistidas por IA en distintos contextos disciplinarios. La figura 
1 ilustra este marco al conectar la interpretación lingüística, la 
evaluación geométrica y la validación humana.
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2. (0,%1%- 8%8%(5%) 7 )( 30-(%
Este estudio se basa en cuatro áreas de investigación interre-
lacionadas: la formación en diseño acreditada, el aprendizaje 
asistido por IA, el razonamiento de diseño multimodal y la va-
lidación centrada en el ser humano. En conjunto, estas áreas 
enmarcan la cuestión central del estudio: cómo los estudiantes 
utilizan las herramientas asistidas por IA sin dejar de asumir la 
responsabilidad de sus decisiones de diseño. La revisión exa-
mina, en primer lugar, cómo la acreditación en arquitectura de 
interiores y en arquitectura define las expectativas de la forma-
ción profesional. A continuación, aborda la capacidad de acción 
de los estudiantes, el apoyo metacognitivo y la alfabetización en 
IA en entornos de aprendizaje con IA generativa. Partiendo de 
estos análisis, la sección presenta la Informática Lingüística y la 
Síntesis Geométrica (LIGS) como marco analítico para comparar 
los flujos de trabajo de IA basados en el lenguaje y en la geome-
tría. Por último, relaciona la calibración de la confianza, la ex-
plicabilidad y la responsabilidad ética con el enfoque del estudio 
en la validación de los estudiantes.

2.1. 3(2-4 -(+/./ + /+5 : (+/7+ ./ (  
La formación acreditada en diseño define lo que se espera que 
los estudiantes sepan, hagan y justifiquen durante su prepara-
ción para el ejercicio profesional. En el ámbito de la arquitectu-
ra de interiores y el diseño de interiores, la CIDA pone el acento 
en la experiencia humana, las necesidades de los usuarios, los 
entornos interiores, la comunicación, la práctica profesional y 
la toma de decisiones sensible al contexto (CIDA, 2024). En el 
ámbito de la arquitectura, la NAAB destaca la integración del 
diseño, los conocimientos técnicos, los sistemas ambientales, 
la investigación, la equidad, la ética y la responsabilidad pro-
fesional (NAAB, 2025). Aunque estos sistemas de acreditación 
difieren en su enfoque disciplinario, ambos exigen a los estu-
diantes que demuestren un juicio fundamentado, más allá de la 
mera producción de resultados de diseño.

Esta expectativa se complica a medida que la IA generativa 
se introduce en las primeras fases del aprendizaje del diseño. 
Las herramientas basadas en IA pueden ayudar a los estudian-
tes a generar escenarios, desarrollar propuestas programáticas, 
explorar opciones espaciales y comparar información sobre el 
rendimiento. Estudios recientes sugieren que la IA puede apo-
yar tanto las fases divergentes como las convergentes del apren-
dizaje del diseño, especialmente durante la ideación, la explo-
ración y la evaluación inicial (Melker et al., 2025). Si se utilizan 
adecuadamente, estas herramientas pueden ampliar el abanico 
de posibilidades a explorar y ayudar a los estudiantes a refinar 
las líneas de diseño emergentes.

Sin embargo, el apoyo de la IA no sustituye el razonamiento 
que la formación acreditada en diseño pretende fomentar. Las 
investigaciones sobre el uso de la IA como asistente sugieren que 
el andamiaje automatizado puede facilitar las tareas de aprendi-
zaje, pero también puede debilitar la capacidad de acción de los 
estudiantes cuando estos se vuelven dependientes de la orienta-
ción generada por el sistema (Darvishi et al., 2024). Las investi-
gaciones sobre entornos de aprendizaje basados en IA generativa 
subrayan igualmente la importancia del apoyo metacognitivo, ya 
que los estudiantes deben supervisar lo que comprenden, lo que 
aún les resulta incierto y lo que requiere verificación (Xu et al., 
2025). Esto es especialmente relevante en la formación en diseño, 
donde el aprendizaje se desarrolla a través de la interpretación, 

la comparación, la revisión y la justificación, más que a través 
de una única respuesta correcta.

Por lo tanto, la alfabetización en IA no se limita a la formu-
lación de indicaciones ni al manejo de herramientas, sino que 
implica evaluar si los resultados generados por IA son relevantes, 
fiables, incompletos, sesgados o incompatibles con los criterios 
específicos del proyecto (Knoth et al., 2024). En este estudio, el 
aprendizaje asistido por IA se concibe como un proceso estruc-
turado de investigación y validación, y no como la automatiza-
ción del trabajo de diseño.

2.2. (72+. + + /+5 .+(2/ : , 
Los estudiantes de diseño recurren cada vez más a múltiples 
modos de razonamiento, especialmente en las primeras fases 
del proceso proyectual (Cross, 2001). Los estudios sobre diseño 
computacional demuestran además cómo los medios digitales 
reconfiguran el pensamiento arquitectónico al vincular la infor-
mación, la representación y la acción proyectual (Kalay, 2004). 
El diseño basado en el rendimiento amplía este debate al exa-
minar cómo la simulación y la evaluación pueden influir en la 
generación formal y en la toma de decisiones de diseño (Oxman, 
2008). Este estudio propone la Informática Lingüística y la Síntesis 
Geométrica (LIGS) como marco analítico para comparar cómo 
los estudiantes validan los resultados asistidos por IA a través de 
la interpretación lingüística y la evaluación geométrica.

La informática lingüística se refiere al uso de herramientas de 
IA basadas en el lenguaje para interpretar, organizar y transfor-
mar información textual en criterios relevantes para el diseño. En 
el caso A, los modelos de lenguaje a gran escala sirvieron como 
apoyo para la interpretación de las necesidades de los clientes, 
el desarrollo de perfiles de usuario, la redacción del programa, 
el razonamiento sobre adyacencias y la priorización espacial. El 
valor educativo de este flujo de trabajo no residía en el texto ge-
nerado en sí mismo, sino en cómo los estudiantes comparaban 
ese texto con los requisitos del proyecto, las expectativas norma-
tivas, las necesidades de los usuarios y su propio razonamiento 
proyectual. La síntesis geométrica, por su parte, se refiere al uso 
de herramientas computacionales y basadas en IA para compa-
rar alternativas espaciales y formales en relación con criterios 
de rendimiento cuantificables. En el caso B, los estudiantes exa-
minaron opciones de volumetría a partir de información sobre 
el rendimiento ambiental durante la fase inicial del diseño ar-
quitectónico. Estas herramientas ayudaron a los estudiantes a 
vincular decisiones geométricas con implicaciones ambientales, 
pero no determinaron la decisión final de diseño. Los estudian-
tes aún debían juzgar si un resultado de rendimiento era signifi-
cativo, se ajustaba a la intención del diseño y era suficiente para 
justificar una revisión (Verganti et al., 2020).

Por lo tanto, LIGS se plantea como una perspectiva analí-
tica más que como una teoría preexistente. Sintetiza trabajos 
previos sobre las formas de conocimiento propias del diseño, el 
razonamiento computacional aplicado al diseño, la evaluación 
arquitectónica basada en el rendimiento y el aprendizaje del di-
seño con asistencia de IA (Cross, 2001; Kalay, 2004; Melker et 
al., 2025; Oxman, 2008), sin asumirlos como soluciones defini-
tivas (Tellez, 2025). Su objetivo es comparar cómo los estudian-
tes alternan entre la interpretación lingüística y la evaluación 
geométrica, asumiendo al mismo tiempo la responsabilidad de 
sus decisiones de diseño.
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% 1. LIGS como marco intermodal para la formación en diseño integrada con la inteligencia artificial.

2.3. -, -6(-4 /+ -37 :  /-4 -(.- 
La IA centrada en el ser humano (HCAI) enfatiza que los siste-
mas de IA deben apoyar, y no sustituir, la capacidad de acción 
y el criterio humanos en entornos profesionales y educativos 
(Park, 2026). En la formación en diseño, esto implica que los 
estudiantes no solo aprendan a utilizar herramientas de IA, sino 
también a cuestionar sus resultados y comprender sus limitacio-
nes. La investigación sobre IA explicable (XAI) resulta relevan-
te en este contexto, ya que los usuarios necesitan explicaciones 
que aclaren el funcionamiento de los sistemas, las razones de-
trás de los resultados generados, los casos en los que se puede 
confiar en ellos y las situaciones en las que pueden producirse 
errores (Liao et al., 2020). Para los estudiantes de diseño, estas 
cuestiones adquieren también un carácter pedagógico, pues 
deben determinar si una sugerencia es adecuada para un usua-
rio, un espacio, un contexto y una intención de diseño especí-
ficos. La “calibración de la confianza” se refiere a la capacidad 
de ajustar la confianza depositada en los resultados asistidos por 
IA a su fiabilidad real, sus límites y su relevancia para el caso en 
cuestión. Una confianza excesiva puede llevar a los estudiantes 
a aceptar resultados fluidos o visualmente convincentes sin so-
meterlos a una revisión suficiente. Una confianza insuficiente 
puede impedirles aprovechar la IA de manera productiva para 
la exploración y la comparación. Una confianza calibrada exige 
que los estudiantes examinen los resultados de forma crítica y 
decidan si una sugerencia de la IA debe conservarse, revisarse o 
rechazarse. El diseño “seamful” en el ámbito de la IA explicable 
ofrece una perspectiva útil para este proceso. En lugar de ocul-
tar las limitaciones del sistema, los enfoques “seamful” hacen 
visibles las lagunas, las discrepancias, las incertidumbres y los 

fallos, de modo que los usuarios puedan responder con mayor 
capacidad crítica (Ehsan et al., 2024). En la enseñanza del di-
seño con IA integrada, estas “costuras” pueden convertirse en 
momentos de aprendizaje. Una lógica de adyacencia inexacta, 
supuestos incompletos de los usuarios, sugerencias programá-
ticas poco realistas o resultados que entran en conflicto con la 
intención del diseño pueden impulsar a los estudiantes a com-
parar evidencias, corregir supuestos y justificar sus decisiones.

En este estudio utilizamos el patrón “Conservar, Revisar, 
Rechazar” como expresión analítica de la validación de los estu-
diantes. “Conservar” se refiere a los casos en que los estudiantes 
conservan resultados que se ajustan a los criterios del proyecto. 
“Revisar” alude a los momentos en que se modifican los resul-
tados para mejorar la especificidad, la precisión, la alineación 
con el programa, la lógica espacial, el rendimiento ambiental o 
la adecuación al usuario. “Rechazar” describe los casos en que 
se descartan resultados que resultan inverosímiles, incomple-
tos, sesgados, técnicamente inexactos o incompatibles con el 
contexto del proyecto. Este patrón vincula la alfabetización en 
IA con el juicio de diseño al hacer visible la toma de decisiones 
de los estudiantes.

2.4. (+6// .- : -(.+( /+ /+5 -.+.17/ 
La enseñanza del diseño con IA integrada también plantea cues-
tiones éticas. Los sistemas de IA generativa pueden reproducir 
sesgos, normalizar supuestos dominantes u ocultar las condi-
ciones culturales y sociales implícitas en los conjuntos de da-
tos. Por ello, los estudiantes deben evaluar no solo la utilidad de 
los resultados generados por IA, sino también su inclusividad, 
sensibilidad al contexto y adecuación ética. Investigaciones 
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recientes sobre daños algorítmicos y justicia en IA subrayan que 
estos sistemas pueden codificar desigualdades sociales, lo que 
hace que la supervisión humana sea esencial tanto en contex-
tos educativos como profesionales (Buolamwini, 2024; Zhang, 
2023). En relación con las expectativas profesionales en torno 
al contexto global y la diversidad humana, estas preocupacio-
nes remiten también al imperialismo cognitivo en los sistemas 
basados en datos (Arora, 2025; CIDA, 2024; Ofosu-Asare, 2025). 
Los resultados asistidos por IA pueden parecer neutrales, pero 
suelen llevar implícitos supuestos sobre los usuarios, el espacio, 
el rendimiento, el valor y las normas. Los estudiantes necesitan 
oportunidades para examinar qué necesidades están represen-
tadas, qué perspectivas faltan y cómo las decisiones de diseño 
pueden afectar a diferentes usuarios o comunidades. Este estu-
dio considera la responsabilidad ética como parte de la valida-
ción humana. En el caso A, la validación implica examinar si las 
sugerencias programáticas generadas por IA reflejan las necesi-
dades de los usuarios, la accesibilidad, la lógica de adyacencia y 
las prioridades espaciales. En el caso B, implica examinar si los 
resultados basados en el rendimiento respaldan las decisiones 
de diseño sin reducir la arquitectura a una mera optimización 
numérica. En ambos casos, se espera que los estudiantes traten 
los resultados de la IA como puntos de partida para la reflexión, 
y no como sustitutos del juicio propio.

Tal como se resume en la Tabla 1, la literatura sugiere que el 
valor educativo de la IA en el diseño depende de una validación 

humana estructurada. Las normas de acreditación definen las 
expectativas disciplinarias que los estudiantes deben cumplir. 
Las investigaciones sobre la enseñanza del diseño con asistencia 
de IA explican cómo esta puede fomentar el pensamiento diver-
gente y convergente, mientras que los estudios sobre capacidad 
de acción, metacognición y alfabetización en IA aclaran por qué 
los estudiantes deben seguir siendo responsables de la compa-
ración y el juicio. La explicabilidad centrada en el ser humano 
y la XAI “seamful” muestran por qué los resultados de la IA de-
ben permanecer abiertos al cuestionamiento. La responsabili-
dad ética amplía la validación más allá de la precisión técnica 
para incluir el sesgo, el contexto y las consecuencias para las 
personas. LIGS sintetiza estas preocupaciones al comparar dos 
flujos de trabajo de diseño asistidos por IA. En el flujo de trabajo 
lingüístico, los estudiantes validan sugerencias programáticas 
basadas en texto. En el flujo de trabajo geométrico, validan al-
ternativas espaciales basadas en el rendimiento. Los dos casos 
no se tratan como conjuntos de datos equivalentes, sino como 
situaciones pedagógicas comparables en las que los estudian-
tes interpretan, revisan y justifican los resultados asistidos por 
IA. Este marco respalda la pregunta de investigación central del 
estudio al centrar la atención en la calibración de la confianza, 
la conciencia metacognitiva y la responsabilidad en la toma de 
decisiones en diferentes modalidades de aprendizaje del dise-
ño con IA integrada.

() 1. Conceptos teóricos y su aplicación analítica en este estudio.

-.(1-. 66,(3 1 .- + +.+ +.1/

Diseño en programas acreditados CIDA, 2024; NAAB, 2025 Define las expectativas disciplinarias que se utilizan para 
evaluar los resultados asistidos por IA.

Aprendizaje del diseño con el apoyo de la 
inteligencia artificial

Melker et al., 2025 Plantea la IA como apoyo para el pensamiento de diseño 
divergente y convergente.

Capacidad de acción de los estudiantes Darvishi et al., 2024 Explica por qué los alumnos deben seguir tomando 
decisiones de forma activa.

Apoyo metacognitivo Xu et al., 2025 Explica por qué los alumnos deben hacer un seguimiento 
de lo que saben, de lo que no saben y de lo que necesitan 
comprobar.

Alfabetización en IA Knoth et al., 2024 Permite evaluar los resultados de la IA más allá de las 
indicaciones o el funcionamiento de la herramienta.

LIGS Propuesto en este estudio, basándose en 
Cross, 2001; Kalay, 2004; Melker et al., 2025; 
Oxman, 2008

Compara flujos de trabajo lingüísticos y geométricos 
asistidos por IA.

Calibración de la confianza Ehsan et al., 2024; Liao et al., 2020 Explica cómo los estudiantes deciden si conservan, revisan o 
rechazan los resultados generados por la IA.

Responsabilidad ética Buolamwini, 2024 Relaciona la validación con el sesgo, la inclusión, el contexto 
y la responsabilidad humana.14
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3. 03;) 
Este estudio emplea un diseño comparativo de dos casos para 
examinar cómo los estudiantes validaban los resultados asistidos 
por IA en las primeras fases de la formación en diseño. El estu-
dio no pretendía medir el rendimiento técnico de los sistemas 
de IA ni comparar los dos casos mediante un único indicador 

() +. Resumen comparativo de los dos casos pedagógicos.

-2+.+ - : 3(2A.- ,B.- - 6: .+ ,+2.(-

Ámbito académico Curso de arquitectura de interiores alineado con la 
CIDA en una universidad pública de EE. UU.

Grado en Arquitectura de quinto curso, conforme 
a los estándares de la NAAB, en una universidad 
pública de EE. UU.

Nivel académico Estudiantes de tercer curso de arquitectura de 
interiores, n = 61.

Estudiantes de quinto curso de Arquitectura,  
n = 10.

Fase de diseño Programación previa al diseño y organización espacial. Estudios de volumetría y de rendimiento 
medioambiental en las primeras fases del proyecto.

Flujo de trabajo asistido por IA Interpretación de los requisitos del cliente, desarrollo 
de perfiles de usuario, elaboración de programas, 
razonamiento de adyacencia y priorización espacial 
con el apoyo de LLM.

Comparación, con el apoyo de Autodesk Forma y 
Revit, de opciones de volumetría, iluminancia y 
datos sobre el rendimiento medioambiental.

Fuentes de datos 1.081 respuestas a la reflexión estructurada, 9 
borradores de programas generados por IA y 9 
matrices de adyacencia revisadas.

20 opciones de diseño, simulaciones de microclima 
con Autodesk Forma, representaciones de 
iluminancia con Revit y los indicadores de 
rendimiento medioambiental.

Unidad de análisis Acción de validación por parte del estudiante: 
momento documentado en el que una sugerencia 
generada por IA se aceptó, se modificó o se rechazó.

Estudios de diseño iterativos y retroalimentación 
sobre el rendimiento medioambiental de las 
opciones de diseño.

Enfoque del análisis Cómo interpretaron, cuestionaron, modificaron 
o descartaron los alumnos las sugerencias 
programáticas generadas por la IA.

Cómo utilizaron los alumnos la retroalimentación 
del entorno para comparar, revisar y justificar sus 
procesos de búsqueda de formas.

Estrategia de validación Triangulación a partir de reflexiones, borradores de 
programas generados por IA y matrices de  
adyacencia definitivas.

Comparación de los resultados de rendimiento a lo 
largo de las iteraciones de diseño e interpretación 
en relación con las decisiones de diseño.

Alcance de las afirmaciones Evidencia cualitativa de la calibración de la confianza 
de los alumnos y de su responsabilidad en la toma de 
decisiones en un flujo de trabajo lingüístico.

Ejemplos ilustrativos, específicos de cada caso, de 
la toma de decisiones basada en el rendimiento en 
un flujo de trabajo geométrico.

Se seleccionaron estos dos casos porque representan flujos de 
trabajo distintos pero comparables que recurren a la inteligen-
cia artificial. El caso A se centró en la interpretación lingüística 
durante la programación previa al diseño. El caso B se centró en 
la toma de decisiones de diseño basada en el rendimiento du-
rante las primeras fases de los estudios de masa. Tal como se re-
sume en la Tabla 2, los casos diferían en disciplina, nivel de los 
estudiantes, flujo de trabajo y formato de los datos. Por tanto, 
se compararon como procesos pedagógicos y no como conjun-
tos de datos equivalentes.

3.1. /+5 /+  +.,-4: .(,1-4 -6+(--.(1-. (--.) 
El estudio adopta la “triangulación ciber-constructiva” (CCT) 

como marco interpretativo para examinar los procesos de dise-
ño asistidos por IA. La CCT no opera como un instrumento de 
medición formal, sino que ofrece una vía para analizar la rela-
ción entre las personas (estudiantes de diseño), las máquinas 
(sistemas de IA) y los datos (las estructuras de información so-
cial y digital que subyacen a las decisiones de diseño) (Chiou et 
al., 2023; Stoimenova y Price, 2020). En este estudio, la CCT se 
apoya, además, en los principios del diseño “seamful”, que visi-
bilizan las lagunas, incertidumbres e incoherencias en los proce-
sos de toma de decisiones asistida por IA (Ehsan et al., 2024). En 
consecuencia, el análisis se organiza en tres niveles: (1) el nivel 
interpretativo, (2) el nivel algorítmico y (3) el nivel contextual, 
tal como se muestra en la figura 2.

cuantitativo. Su objetivo fue, más bien, examinar cómo los es-
tudiantes interpretaban, cuestionaban, revisaban y justificaban 
los resultados asistidos por IA en dos contextos de aprendizaje 
del diseño acreditados: la programación previa al diseño en ar-
quitectura de interiores y la volumetría basada en el rendimien-
to en arquitectura.
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3.2. A /+  -
Cada caso se analizó dentro de su propio contexto disciplinario 
y pedagógico. En el Caso A, los datos cualitativos se recopilaron 
mediante dos encuestas de reflexión estructuradas, con material 
de apoyo que incluía borradores de programación generados por 
IA y matrices de adyacencia revisadas. El análisis se centró en 
las acciones de validación de los estudiantes ante las sugerencias 
programáticas. Se alentó a los estudiantes a “cuestionar a la IA” 
comparando los resultados con las necesidades de los usuarios, 
los requisitos del proyecto, la lógica de adyacencia y la intención 
de diseño, lo que refleja enfoques centrados en la explicabilidad 
y en el usuario (Liao et al., 2020).

Los investigadores revisaron las respuestas de reflexión y los 
materiales de apoyo para identificar los momentos documentados 
en los que los estudiantes conservaban, modificaban o descarta-
ban los resultados generados por IA. Estas acciones se agruparon 
en el patrón “Conservar, Revisar, Rechazar”. “Conservar” aludía 
a las sugerencias que se mantenían por ajustarse a los criterios del 
proyecto. “Revisar” remitía a las sugerencias modificadas para 
mejorar la precisión, la especificidad, la lógica de adyacencia, la 
adecuación al usuario, la viabilidad espacial o la alineación con 
la normativa. “Rechazar” designaba las sugerencias descartadas 
por incompletas, inverosímiles, técnicamente inexactas, sesga-
das o incoherentes con el contexto del proyecto. Este patrón se 
construyó inductivamente a partir de la comparación entre los 
borradores generados por IA y las decisiones finales de progra-
mación de los estudiantes. Se utilizó como categoría analítica 
para describir la calibración de la confianza, y no como un mé-
todo de diseño prescriptivo.

En el caso B, los datos cuantitativos se obtuvieron a través de 
plataformas de diseño basadas en la nube y asistidas por IA. El 
conjunto de datos incluía el potencial de luz natural, los niveles 
de iluminancia interior, las áreas sin iluminación en invierno, 
el potencial fotovoltaico, la temperatura ajustada y los patrones 
de flujo del viento. El análisis se centró en cómo los estudian-
tes utilizaban estos indicadores de rendimiento para comparar 
alternativas de volumetría e incorporar la retroalimentación de 
las simulaciones durante la fase de ideación y refinamiento del 

diseño. Dado que el caso B se basó en una muestra reducida, es-
tos resultados de rendimiento se interpretaron como evidencia 
ilustrativa del aprendizaje del diseño basado en el rendimien-
to, más que como conclusiones cuantitativas representativas.

3.3. (-+/2+. .- .+(- 
El análisis transversal se realizó en tres etapas. Primero, los re-
sultados de cada caso se asignaron a las capas del CCT —inter-
pretativa, algorítmica y contextual—. Segundo, se compararon 
los casos mediante el marco LIGS para examinar cómo los es-
tudiantes validaban los resultados asistidos por IA en flujos de 
trabajo lingüísticos y geométricos. Tercero, la comparación se 
centró en indicadores comunes de validación humana, como el 
cuestionamiento, la verificación, la revisión, el rechazo, la jus-
tificación y la responsabilidad en la toma de decisiones. Los dos 
casos no se trataron como conjuntos de datos equivalentes. Su 
comparabilidad radica en su estructura pedagógica compartida: 
ambos introducían resultados asistidos por IA durante las pri-
meras fases del aprendizaje del diseño y exigían a los estudian-
tes que los evaluaran antes de tomar decisiones de diseño. Por 
tanto, el análisis subraya la comparabilidad de los procesos, más 
que la equivalencia estadística.

3.4. +.(.+, /+ /-4 : -/+(-+ .- 
El estudio utilizó la triangulación metodológica para reforzar 
la credibilidad del análisis. En el caso A, se compararon las re-
flexiones de los estudiantes con los borradores de programación 
generados por IA y las matrices de adyacencia revisadas. En el 
caso B, se compararon los resultados de rendimiento ambiental 
almacenados en plataformas en la nube asistidas por IA a lo largo 
de las iteraciones de diseño y se interpretaron en relación con 
las decisiones de diseño de los estudiantes. En ambos casos, el 
análisis examinó si los resultados asistidos por IA eran acepta-
dos, modificados o rechazados mediante el juicio humano. En 
el caso A, los datos de las reflexiones de los estudiantes se reco-
pilaron y analizaron siguiendo un protocolo de revisión insti-
tucional aprobado. En el caso B, el estudio examinó los artefac-
tos de diseño generados en el curso y los resultados agregados 

% +. Triangulación ciber-constructiva (CCT) para el aprendizaje del diseño con el apoyo de la IA.
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de rendimiento ambiental obtenidos de plataformas de diseño 
basadas en la nube, incluyendo el potencial de luz natural, los 
niveles de iluminancia interior, las áreas sin iluminación en in-
vierno, el potencial fotovoltaico, la temperatura ajustada y los 
patrones de flujo del viento. El análisis del caso B no incluyó 
información que permitiera identificar individualmente a los 
estudiantes. En ambos casos, los trabajos de los estudiantes se 
anonimizaron o desidentificaron cuando correspondía. El al-
cance del estudio se limitó a los flujos de trabajo pedagógicos y 
a los contextos educativos aquí descritos. Cada caso fue anali-
zado inicialmente por el autor responsable del contexto peda-
gógico correspondiente. Durante la etapa de síntesis final, am-
bos autores revisaron conjuntamente los hallazgos específicos 
de cada caso, compararon las categorías analíticas entre los dos 
casos y verificaron que la interpretación transversal estuviera 
respaldada por la evidencia disponible. Este proceso se utilizó 
para reforzar la coherencia analítica entre los flujos de trabajo 
lingüísticos y geométricos, más que para establecer una fiabili-
dad formal entre codificadores.

4. (013)1
Esta sección presenta las conclusiones derivadas de los dos ca-
sos pedagógicos. Los resultados se organizan en torno al mar-
co LIGS: el caso A aborda la informática lingüística mediante la 
programación asistida por IA, mientras que el caso B se centra en 
la síntesis geométrica a través del modelado basado en el rendi-
miento. En ambos casos, los hallazgos muestran que los resul-
tados asistidos por IA adquirieron relevancia educativa cuando 
los estudiantes los utilizaron como insumos provisionales para 
la verificación, la revisión y la toma de decisiones de diseño.

4.1. - : 3(2A.- ,B.- : /-4 (,(2A.- 
El caso A demostró que la programación asistida por IA facili-
taba a los estudiantes el inicio del proceso de prediseño, pero 
también exigía una validación humana minuciosa. El análisis de 
1.081 respuestas de reflexión estructuradas de 61 estudiantes y 
de los artefactos de programación correspondientes indicó que 
los estudiantes utilizaban la IA de forma más productiva cuan-
do generaban borradores en lugar de decisiones programáticas 
definitivas. Las palabras clave más frecuentes en el proceso de 
revisión fueron “programa” (n = 30), “adyacencia” (n = 8) y 
“superficie” (n = 8). Estos patrones sugieren que los estudian-
tes emplearon la IA para generar una estructura programática 
inicial, pero aun así tuvieron que corregir las relaciones espa-
ciales, los requisitos técnicos y los supuestos dimensionales. Los 
espacios que requirieron revisión con mayor frecuencia fueron 
los “puestos de trabajo” (n = 16) y las “salas de bienestar” (n = 
10), que exigían una atención más específica a la experiencia 
del usuario, la función espacial y las expectativas profesiona-
les. Varios borradores generados por IA produjeron programas 
plausibles pero incompletos. Por ejemplo, algunos omitían fun-
ciones clave de la zona de servicio (back of house, BOH), como 
el almacenamiento de documentos legales, los armarios de TI y 
los requisitos de fontanería para las despensas de catering. Otras 
sugerencias requirieron correcciones porque generaban super-
ficies poco realistas, una lógica de adyacencia débil o problemas 
relacionados con la normativa. Estos resultados indican que la 
IA resultó útil para iniciar la reflexión sobre el programa, pero 
insuficiente para completarla sin una revisión crítica.

() ,. Resumen de las medidas de validación del caso A

--4 /+ /-4 /+-(-4 ++2 /+ -  2(.- +/,4,-

Conservar Los estudiantes conservaron las 
sugerencias generadas por IA que se 
ajustaban a los criterios del proyecto.

Temas generales como la flexibilidad, el 
bienestar y la asistencia centrada en el 
usuario.

La IA ayudó a generar puntos de partida útiles 
para el desarrollo de conceptos y programas.

Revisar Los estudiantes modificaron los 
resultados generados por la IA para 
mejorar la precisión, la especificidad 
o la viabilidad.

La oficina del socio director, de unas 
dimensiones excesivas (20 > 20 pies), 
se rediseñó para adaptarla a una 
distribución más adecuada  
de 15 > 15 pies.

Los alumnos aprendieron a comparar 
las sugerencias de la IA con las normas 
espaciales y las necesidades del proyecto.

Rechazar Los alumnos descartaron los 
resultados que resultaban 
inverosímiles, incompletos, inexactos 
o que no cumplían los requisitos.

Disposiciones espaciales poco realistas, 
supuestos obsoletos sobre el lugar de 
trabajo, conflictos con la ADA o con la 
normativa de seguridad contra incendios.

Los estudiantes ejercitaron su juicio crítico 
rechazando los resultados generados por 
la IA que no cumplían con los criterios 
profesionales.
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% ,. Opciones de volumetría evaluadas en Autodesk Forma (las mismas letras indican 
opciones generadas por el mismo estudiante).

Tal como se explica en la Tabla 3, el patrón «Conservar, Revisar, 
Rechazar» muestra que los estudiantes no aceptaban pasivamen-
te los resultados generados por IA. Por el contrario, utilizaban 
ese material como base para la comparación y la corrección. Este 
patrón sugiere, además, un desplazamiento en el tipo de esfuer-
zo requerido: la IA redujo parte de la carga inicial asociada a la 
generación de ideas programáticas, pero aumentó la necesidad 
de verificación, explicación y justificación. En este sentido, la 
IA funcionó menos como una fuente de respuestas que como un 
estímulo para la conciencia metacognitiva y para la responsabi-
lidad  en la toma de decisiones.

4.2. - 6: .+ ,+2.(- (+./  (+/2+.
En el caso B, 10 estudiantes generaron 20 opciones de diseño 
utilizando las herramientas de renderizado Revit Illuminance y 
Forma Cloud (figura 3). Durante la exploración inicial del dise-
ño, las simulaciones asistidas por IA proporcionaron informa-
ción ambiental en tiempo real. Las comparaciones resultantes 
visibilizaron el acceso a la luz natural, el potencial de energía so-
lar y otros factores ambientales relevantes a lo largo del proceso 
de volumetría. Estas simulaciones no funcionaron únicamente 
como herramientas de evaluación a posteriori, sino que sirvie-
ron como base para la iteración del diseño mientras se explora-
ban alternativas formales.
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4.2.1. 2-. -1...
Entre todas las opciones comparadas, los estudios de volumetría 
asistidos por IA se asociaron a mejoras sustanciales en el ren-
dimiento ambiental. El porcentaje de superficie edificada con 
buena iluminación natural, medido a través del componente 
vertical del cielo (VSC), osciló entre el 17 % y el 96 %, mientras 
que la superficie sin iluminación en invierno se redujo del 54 % 
al 10 %. El estrés térmico disminuyó en un 8 %, y la superficie 
del emplazamiento con condiciones de confort eólico para estar 

4.2.2. +2+. /+ /+5 .+,(/( 
Las herramientas tradicionales de simulación del comporta-
miento de los edificios suelen requerir datos de diseño relativa-
mente avanzados, como planos de planta e información sobre 
las fachadas, por lo que se emplean habitualmente para evaluar 
un diseño una vez tomadas las decisiones más importantes. En 
el caso B, sin embargo, se introdujeron simulaciones basadas en 
inteligencia artificial durante las fases de ideación y definición 
volumétrica, lo que permitió que la información ambiental in-
fluyera en la exploración formal en una etapa más temprana del 

() -. Mejora del rendimiento medioambiental de cada estudiante.

(+/1--4 /+ .+2 /+ +- 
 12-4 (2+ /+ 1 () 
+ +(

2+( /+ .+- /+ 17 
.1( (( +-2 /+ - 2C)

12+. .+- /+   
++(, (

A 1% 5% 10%

B 5% 10% 83%

C 21% 2% 68%

D 3% 8% 153%

E 5% 1% 11%

F 31% 44% 79%

G 15% 18% 7%

H 38% 12% 22%

I 9% 7% 20%

J 5% 5% =?@

Promedio 13% 11% 49%

sentado aumentó del 0 % al 49 %. Además, el potencial de ge-
neración de energía solar mediante sistemas fotovoltaicos (FV) 
se quintuplicó a lo largo del proceso de diseño iterativo. A nivel 
de cada estudiante, las áreas sin iluminación en invierno dis-
minuyeron una media del 13 %, mientras que los espacios bien 
iluminados aumentaron una media del 11 %. El potencial de ge-
neración de energía solar creció, de media, un 49 %. La tabla 4 
resume las mejoras en el rendimiento ambiental identificadas a 
lo largo de las iteraciones de diseño de los estudiantes.

proceso de diseño. Esta integración temprana pareció favorecer 
un pensamiento de diseño más integral, al desplazar la atención 
de la mera forma escultórica hacia las consecuencias ambienta-
les de las decisiones proyectuales. A medida que los estudiantes 
revisaban sus propuestas, volvían a la plataforma de simulación 
para examinar cómo los cambios en el volumen afectaban al ac-
ceso a la luz natural, las condiciones térmicas, el confort eólico y 
el potencial solar. En este sentido, el flujo de trabajo de simula-
ción facilitó una comparación iterativa, más que una evaluación 
puntual. La figura 4 ilustra un ejemplo de este proceso iterativo.
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4.3.  6(+- +  +(3--4
En ambos casos, la principal conclusión común fue una brecha 
en la verificación (Tabla 5). Los sistemas asistidos por IA acele-
raron el trabajo de diseño en las primeras fases, pero sus resulta-
dos seguían exigiendo a los estudiantes que evaluaran la verosi-
militud, la pertinencia, la precisión y la adecuación al contexto. 
En el caso A, esta brecha se evidenció cuando los borradores de 
programación generados por IA parecían coherentes, pero re-
querían correcciones por la ausencia de funciones de servicio, 
una superficie inadecuada, conflictos de adyacencia y cuestiones 
normativas. En el caso B, la brecha se manifestó cuando la re-
troalimentación sobre el rendimiento hacía visibles los criterios 
ambientales, pero aún requería una interpretación en relación 

con la intención del diseño y las prioridades contrapuestas. 
Esta brecha no era solo una limitación técnica, sino que fun-
cionaba como un espacio pedagógico en el que los estudiantes 
debían ejercer su criterio. En el flujo de trabajo lingüístico, los 
estudiantes validaban el texto generado por IA decidiendo qué 
conservar, revisar o rechazar. En el flujo de trabajo geométrico, 
validaban la retroalimentación sobre el rendimiento comparan-
do opciones de volumetría e interpretando las compensaciones. 
En ambos casos, la IA resultaba más valiosa desde el punto de 
vista educativo cuando los estudiantes trataban sus resultados 
como insumos provisionales, y no como decisiones definitivas.

% -. Estudios iterativos de materiales mediante el renderizado de iluminancia en los sistemas en la nube de Revit  
Fuente: Annabella Pineda Ramirez.
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() .. Síntesis transversal de la validación humana.

/2+4 - : 3(2A.- 
,B.-

- 6: .+ ,+2.(- --14 -2(./

Resultado asistido por IA Borradores de programas, 
perfiles de usuario, 
sugerencias de adyacencia.

Opciones de volumen, indicadores de luz 
natural, energía fotovoltaica, térmica y 
eólica.

La IA ha permitido dar mayor visibilidad 
a la información sobre el diseño en las 
primeras fases.

Tarea principal de validación Comprobar la plausibilidad 
textual y programática.

Interpretar la retroalimentación del 
entorno y las compensaciones en  
el diseño.

Los alumnos tuvieron que comparar los 
resultados con los criterios de diseño.

Riesgo principal Propuestas de programas 
verosímiles pero incompletas.

Dar demasiada importancia a las 
métricas de rendimiento como 
respuestas definitivas al diseño.

Los resultados de la IA requerían una 
interpretación humana.

Juicio de los alumnos Conservar, Revisar, Rechazar. Comparar, seleccionar/ajustar, justificar. La validación respaldó la toma de 
decisiones en materia de diseño.

Estos resultados responden a la pregunta de investigación de este 
estudio al mostrar cómo los estudiantes validaron, revisaron y 
justificaron los resultados asistidos por IA en flujos de trabajo 
lingüísticos y geométricos. El modelo LIGS permitió comparar 
los dos casos sin tratarlos como conjuntos de datos equivalentes. 
La comparación pone de manifiesto que el aprendizaje del dise-
ño con IA integrada depende menos de que la IA produzca por sí 
misma resultados útiles que de que los estudiantes cuestionen, 
comparen y justifiquen dichos resultados dentro de contextos 
disciplinarios y éticos del diseño.

5. %11%-
Este estudio analizó cómo los estudiantes de programas acredi-
tados de formación en diseño validaban, revisaban y justifica-
ban los resultados asistidos por IA en flujos de trabajo lingüís-
ticos y geométricos. Los resultados muestran que la IA adquiría 
relevancia educativa cuando los estudiantes trataban el material 
generado como un borrador para su posterior desarrollo y re-
finamiento, y no como una decisión de diseño definitiva. En el 
caso A, los estudiantes evaluaron las sugerencias programáticas 
en función de las necesidades de los usuarios, la lógica de adya-
cencia, las cuestiones normativas y la viabilidad espacial. En el 
caso B, los estudiantes interpretaron la información ambiental 
para comparar opciones de volumetría y justificar las revisiones 
del diseño. En ambos casos, el aprendizaje se produjo a través del 
cuestionamiento, la comparación, la corrección y la justificación.

D.1. /+  (+1./ ,++(/ (     /-4 12
Los resultados sugieren que la enseñanza del diseño asistida por 
IA debe concebirse como un proceso de validación humana. Las 
herramientas de IA ayudaron a los estudiantes a generar mate-
rial en las primeras fases de manera más eficiente, pero ese ma-
terial seguía requiriendo una interpretación disciplinaria. En el 
flujo de trabajo lingüístico, el texto fluido generado por IA solía 
parecer plausible, pero requería correcciones por la ausencia de 
funciones, superficies poco realistas, una lógica de adyacencia 
débil o una especificidad insuficiente para el usuario. En el flujo 
de trabajo geométrico, los datos de simulación visibilizaban las 
condiciones ambientales y el rendimiento, pero los estudiantes 

aún tenían que interpretar las compensaciones entre la luz na-
tural, el potencial solar, las condiciones del viento, el confort 
térmico y la intención del diseño. Esta distinción es importante 
porque los resultados asistidos por IA pueden crear una ilusión de 
exhaustividad. El texto puede parecer coherente y las métricas 
de rendimiento pueden parecer objetivas, pero ninguna de las 
dos cosas conduce automáticamente a un juicio de diseño defi-
nitivo. Por tanto, el valor educativo de la IA radica menos en la 
automatización y más en cómo incita a los estudiantes a formular 
mejores preguntas: ¿Qué falta? ¿Qué es inexacto? ¿Qué entra en 
conflicto con el pliego de condiciones? ¿Qué debe conservarse, 
revisarse o rechazarse? Este hallazgo amplía los enfoques centra-
dos en la explicabilidad en la interacción con la IA al demostrar 
que las necesidades de explicación en la enseñanza del diseño 
no son solo técnicas, sino también pedagógicas y disciplinarias 
(Ehsan et al., 2024; Liao et al., 2020).

D.2. + , -2 +.+ .- -2(.
El marco LIGS permitió comparar los dos casos sin tratarlos como 
conjuntos de datos equivalentes. La informática lingüística des-
cribió cómo los estudiantes trabajaban con el lenguaje genera-
do por IA, incluyendo resúmenes, perfiles de usuario, sugeren-
cias programáticas y razonamiento de adyacencia. La síntesis 
geométrica describió cómo trabajaban los estudiantes con los 
resultados de simulación, incluyendo opciones de volumetría 
e indicadores de rendimiento ambiental. Estos flujos de traba-
jo diferían en el tipo de datos, la tarea de diseño y el contexto 
disciplinario, pero ambos exigían a los estudiantes que tradu-
jeran el material generado con asistencia de IA en decisiones de 
diseño contextualizadas. Por tanto, LIGS no se presenta como 
un modelo universal de enseñanza del diseño con IA integrada, 
sino como una lente analítica comparativa para examinar cómo 
los estudiantes transitan desde los resultados generados por IA 
hacia el juicio humano en diferentes modalidades. Su contribu-
ción radica en mostrar que la validación no se limita a compro-
bar la corrección técnica, sino que también implica interpretar 
la relevancia, la adecuación disciplinaria, la adecuación al usua-
rio, las compensaciones ambientales y la intención de diseño.
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D.3. 2--+ +/,4,-: -6(-4 /+  -37, 2+.-
-,-4 : (+6// +  .2 /+ /+-+ 
Pedagógicamente, estos resultados sugieren que la enseñanza 
de la IA debería centrarse en la comparación estructurada, más 
que en el mero uso de la herramienta. Los estudiantes necesitan 
oportunidades para evaluar el material generado por IA a la luz 
de su propio razonamiento, de los estándares de la disciplina y 
de los criterios específicos de cada proyecto. Esto cobra especial 
relevancia cuando la IA permite a los estudiantes eludir el la-
borioso proceso de aprender por qué una decisión es adecuada.

El patrón “Conservar, Revisar, Rechazar” ofrece una forma 
práctica de estructurar este proceso. Hace visible el juicio de los 
estudiantes al exigirles que identifiquen qué sugerencias son 
útiles, cuáles requieren modificaciones y cuáles deben descar-
tarse. Este patrón favorece la calibración de la confianza, ya que 
los estudiantes aprenden a no confiar ni en exceso ni en defecto 
en los resultados generados por IA. En su lugar, evalúan las su-
gerencias en relación con las pruebas disponibles, el contexto y 
la intención de diseño. De este modo, el patrón amplía la alfa-
betización en IA más allá de la formulación de indicaciones o el 
uso de herramientas, al convertir la evaluación, la adaptación 
contextual y la justificación en elementos centrales del apren-
dizaje de los estudiantes (Knoth et al., 2024).

Este proceso también fomenta la conciencia metacognitiva 
y la responsabilidad en la toma de decisiones. Los estudiantes 
deben reconocer qué saben, qué aún no comprenden y qué re-
quiere una verificación más exhaustiva. Los docentes pueden 
utilizar el material generado por IA como punto de partida para 
la enseñanza, pidiendo a los estudiantes que expliquen por qué 
una sugerencia debe aceptarse, revisarse o rechazarse. Este ha-
llazgo concuerda con investigaciones recientes que señalan que 
la asistencia de IA debe estructurarse de modo que se preserve 
la capacidad de acción de los estudiantes, y que los entornos de 
aprendizaje basados en IA generativa requieren apoyo meta-
cognitivo (Darvishi et al., 2024; Xu et al., 2025). Por tanto, la IA 
puede actuar como un «compañero de entrenamiento» peda-
gógico: no porque proporcione respuestas correctas, sino porque 
genera oportunidades para que los estudiantes ejerciten su juicio.

D.4.  (+6// .- -2 /-4 -.+.17/
Los resultados también muestran que la responsabilidad ética 
debería integrarse en la validación y no tratarse como una cues-
tión aislada. En el caso A, la validación ética consistió en exami-
nar si las sugerencias programáticas generadas por IA reflejaban 
adecuadamente las necesidades de los usuarios, la accesibilidad, 
la inclusividad y las prioridades espaciales. En el caso B, la va-
lidación ética consistió en interpretar los datos de rendimiento 
sin reducir la arquitectura a una mera optimización numérica. 
En ambos casos, los estudiantes debían preguntarse si los re-
sultados generados por IA eran adecuados para los usuarios, los 
espacios y los contextos de diseño específicos. Este enfoque co-
necta la IA centrada en el ser humano con la formación en dise-
ño. La validación centrada en el ser humano exige que los estu-
diantes examinen no solo si el resultado es útil, sino también si 
es incompleto, sesgado, descontextualizado o desalineado con 
las necesidades humanas. La responsabilidad ética, por tanto, 
amplía el alcance de la validación. Implica la revisión técnica, 
el juicio disciplinario, la sensibilidad contextual y la responsa-
bilidad por las consecuencias de las decisiones de diseño, so-
bre todo porque los sistemas de IA pueden reproducir sesgos, 

normalizar supuestos dominantes u ocultar una representación 
desigual (Buolamwini, 2024).

D.D. 2.-+ : -2(6// /+  -
Cabe señalar que esta investigación es un estudio exploratorio 
con las siguientes limitaciones. En primer lugar, los dos casos no 
deben interpretarse como conjuntos de datos equivalentes. El 
caso A aportó una evidencia cualitativa más rica a través de las 
reflexiones de los estudiantes, los borradores de programación 
generados por IA y las matrices de adyacencia revisadas. El caso 
B proporcionó un conjunto más reducido de comparaciones de 
diseño basadas en el rendimiento, procedentes de diez estudian-
tes y veinte opciones de diseño. Por tanto, los resultados del caso 
B son ilustrativos, más que representativos. En segundo lugar, 
los casos diferían en disciplina, nivel de los estudiantes, flujo de 
trabajo, formato de los datos y enfoque analítico. Su comparabi-
lidad radica en el proceso, no en la escala: ambos casos introdu-
jeron resultados asistidos por IA durante la fase inicial del diseño 
y exigieron a los estudiantes que los evaluaran antes de tomar 
una decisión. Por tanto, el estudio subraya la comparabilidad de 
los procesos, más que la equivalencia estadística. En tercer lugar, 
LIGS y CCT se utilizaron como marcos interpretativos, no como 
instrumentos de medición validados. Investigaciones futuras de-
berían poner a prueba estos marcos con muestras más amplias, 
en otras instituciones y con procedimientos de codificación más 
estandarizados. Otros estudios también podrían examinar si el 
patrón “Conservar, Revisar, Rechazar” favorece el aprendizaje 
de los estudiantes en otras disciplinas del diseño, con diferentes 
herramientas de IA y en plazos de proyecto más largos. El pre-
sente estudio aporta una visión centrada en la validación para 
la pedagogía del diseño con IA integrada. En lugar de tratar la 
supervisión humana como un paso correctivo posterior al uso 
de la IA, posiciona la validación como la actividad de aprendi-
zaje fundamental a través de la cual los estudiantes desarrollan 
la calibración de la confianza, la conciencia metacognitiva y el 
juicio de diseño responsable.

6. 1%-
Este estudio analizó cómo los estudiantes de programas acredi-
tados de formación en diseño validaban, revisaban y justificaban 
los resultados asistidos por IA en flujos de trabajo lingüísticos y 
geométricos. Utilizando LIGS como marco analítico intermo-
dal, el estudio comparó un flujo de trabajo de texto a programa 
en un curso de arquitectura de interiores alineado con los es-
tándares de la CIDA y un flujo de trabajo de volumetría basada 
en el rendimiento en un curso de arquitectura alineado con los 
estándares de la NAAB. Los resultados muestran que la IA ad-
quirió relevancia pedagógica cuando los estudiantes trataron el 
material generado como una base para la indagación, y no como 
una solución de diseño definitiva. En ambos casos, la IA apoyó 
el aprendizaje del diseño en las primeras fases de manera dife-
rente pero comparable. En el caso A, los estudiantes utilizaron 
el patrón “Conservar, Revisar, Rechazar” para evaluar las suge-
rencias programáticas generadas por IA en función de las nece-
sidades de los usuarios, la lógica de adyacencia, las cuestiones 
normativas y la viabilidad espacial. En el caso B, los estudiantes 
utilizaron la información sobre el rendimiento ambiental para 
comparar opciones de volumetría e interpretar las compensa-
ciones entre la luz natural, el potencial solar, las condiciones 
térmicas, el viento y la intención del diseño. Estos resultados 
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sugieren que el valor educativo de la IA no radica en sustituir el 
conocimiento disciplinar, sino en impulsar a los estudiantes a 
practicar la calibración de la confianza, la conciencia metacog-
nitiva y la responsabilidad en la toma de decisiones.

El estudio ofrece una visión de la pedagogía del diseño con 
IA integrada, centrada en la validación. Demuestra que los es-
tudiantes necesitan oportunidades estructuradas para compa-
rar los resultados de la IA con los estándares disciplinarios, los 
criterios específicos de cada proyecto y las consideraciones del 
diseño centrado en el ser humano. Así, la alfabetización en IA 
en la enseñanza del diseño debería ir más allá del uso de herra-
mientas o la formulación de indicaciones, para incluir la selección 
crítica, la interpretación contextual y la responsabilidad ética. 
Los estudiantes deben aprender no solo a generar o simular op-
ciones de diseño, sino también a evaluar si dichas opciones son 
precisas, inclusivas, relevantes y adecuadas para un contexto 
de diseño específico.

Este estudio presenta limitaciones derivadas de su diseño ex-
ploratorio de dos casos y de los distintos tipos de evidencia ge-
nerada en cada uno. El caso A aportó una evidencia cualitativa 
más rica, mientras que el caso B ofreció un conjunto más redu-
cido de comparaciones ilustrativas basadas en el rendimiento. 
En consecuencia, LIGS debe interpretarse como un marco ana-
lítico comparativo, y no como un modelo plenamente validado. 
Investigaciones futuras deberían someter a prueba este marco 
con muestras más amplias, en otras instituciones, con plazos de 
proyecto más largos y mediante procedimientos de codificación 
más estandarizados.

En última instancia, el valor de la IA en la formación en ar-
quitectura y diseño de interiores depende de que los estudian-
tes sigan siendo intérpretes activos y responsables al tomar de-
cisiones en entornos de diseño cada vez más automatizados. La 
IA puede ampliar el espectro de lo que los estudiantes crean y 
comparan, pero el aprendizaje del diseño sigue dependiendo 
de la capacidad humana para cuestionar, revisar, justificar y 
actuar éticamente.
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